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摘  要：全球变暖预期下不同区域的未来降水变化，是政府和公众都关心的重要问题，也是全球变化

研究的前沿科学问题。预测模型的建立是预测 / 预估研究的重点和难点，现今不稳定的气候背景对预测

模型的精准度提出了更高的要求。为了解决传统方法对长期时间序列预测效果欠佳的问题，本文以泰

国南部洞穴石笋 δ18O 重建的过去 270 多年（公元 1773 — 2004 年）的降水记录为数据集，提出了 SSA-
XGBoost 预测模型。对原始数据去趋势预处理后，采用奇异谱分析法（SSA）提取前部分数据（1773 — 1964
年）的振荡成分以确定数据的最佳谐波个数，并进行准确的周期信号分量分解；之后用去趋势数据减去

周期信号得到随机信号，再利用 XGBoost 模型对随机项进行预测；最后将预测的序列、趋势曲线和周期

信号延拓结果相叠加得到最终的预测数据（1965 — 2004 年）。与其他四种模型（XGBoost、ARIMA、

SSA-ARIMA、LightGBM）的预测结果相比，SSA-XGBoost 的预测结果与真实值最相近，且 MAE 和

RMSE 均最小，R2 也更接近 1，说明该模型具有更高的精度和稳定性。该研究对于泰国南部等热带地区

未来的降水变化趋势预测具有较好的指导意义，也可为其他长时间序列的预估研究提供借鉴。

关键词：降水变化趋势；预测；机器学习；XGBoost 模型；奇异谱分解
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Abstract: Background, aim, and scope Predicting future climate changes is one of the most important scientific 
questions in the research field of global change. Precise and reliable prediction results can enable us to plan 
ahead and minimize the impacts of drought and flood disasters on social and economic developments. However, 
the establishment of prediction models is both necessary and difficult to achieve. Furthermore, owing to the 
current unstable climate, the requirement for the accuracy of such models has increased. Hence, this study 
addresses the problems that conventional methods cannot effectively predict in long-term time series, which in 
turn can be significant for the prediction of periodic series. Materials and methods In this study, a model based 
on the singular spectrum analysis (SSA)-XGBoost method was developed by incorporating the precipitation 
records over the past 270 years (AD 1773 — 2004) that were reconstructed on the basis of the stalagmite δ18O 
content in southern Thailand. After detrending the original data, the oscillation components of the past data 
(AD 1773—1964) were extracted through SSA for determining the optimal harmonic number of the data and 
for reconstructing accurate periodic signal components. Subsequently, subtracting the periodic signal from the 
detrended original data produced a random signal, which was predicted by employing the XGBoost framework 
for obtaining a forecast sequence. The final forecast results (AD 1965—2004) were obtained by superimposing 
the obtained sequence and the periodic signal extension results. Results The obtained results indicate that the 
proposed model based on the SSA-XGBoost method performs very well while predicting the test date. The 
proposed model’s mean absolute error (MAE) and root mean squared error (RMSE) values are found to be 0.1334 
and 0.1678, respectively. Furthermore, the value of R-square (R2) is found to be 0.536. Discussion In general, 
the proposed model has revealed satisfactory performance for the predictions of precipitation. Apart from the 
machine learning frameworks, XGBoost and LightGBM, conventional models such as ARIMA and SSA-ARIMA 
were employed for predicting the data to demonstrate the advantages of the proposed model. It is observed that 
each model provides unique features while predicting the final results. Conclusions Compared to the prediction 
results of the other four models (XGBoost, ARIMA, SSA-ARIMA, and LightGBM), the prediction result of the 
proposed model is closest to the real value. Both the MAE and RMSE of the SSA-XGBoost method are lowest 
in value, and the value of R2 is closest to 1, which indicates that the proposed model based on the SSA-XGBoost 
method has relatively higher precision and stability. Recommendations and perspectives This study serves as an 
important directive for future studies on predicting precipitation changes in southern Thailand and other tropical 
regions, and it also provides a reference for future research on predicting long-term time series.
Key words: precipitation change trend; prediction; machine learning; XGBoost Model; Singular Spectrum 
              Analysis (SSA)

降水变化对地表径流和农作物的生长有直接

影响，也与社会经济的稳定发展和人类的生产生

活息息相关。已有大量研究表明：历史时期洪水

或干旱事件对文明兴衰、朝代更替有着重要影响

（Zhang et al，2008；Tan et al，2018a，2019）。

近年来，随着全球变暖，极端气候事件频发，严

重影响了农业、人口和经济的发展。为了预防旱

涝灾害，亟需加强对未来降水变化的预测和预估

研究（杜雅娟等，2013；Tan et al，2015）。

预测研究的关键在于预测模型的建立，提高

预测结果精准度的重要方法便是选择合适有效的

预测模型。目前，在国内外研究中，大多是通过

传统的数学方法对序列进行预测。例如：Otok 等

人在 2012—2015 年间分别利用 ARIMA 方法和

MGA-ARIMA 方法针对月度降水量数据预测问题

展开研究，证实了在处理短时降水量数据中简单

方法比复杂方法预测的结果更准确（Otok et al，
2012；Gong et al，2013；Zheng et al，2012）。

Rizeei et al（2018）针对地表径流和洪水事件，利

用 LULC 和降水量变化预测未来地表径流量，提

出了 SCS-CN 模型，并利用 Taguchi 方法进行参数

的更新从而改进了 ARIMA 模型，成功地预测了

2020 年的降水量变化。同时还有很多研究者使用

机器学习方法进行预测。针对光伏问题，Malvoni 
et al（2016）通过考虑天气变化因素于 2016 年

提出了基于数据降维的混合 PCA-LSSVM 预测模
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型，从而验证了主成分分析和 SVM 模型融合的

效果。之后至 2017 年，Mustapha 等人利用一种

可对线性模型高效求解的梯度提升框架（Extreme 
Gradient Boosting）对生物分子的活性进行预测，

结果表明 XGBoost 模型不仅性能优于随机森林和

支持向量机，同时该模型可以支持各种目标函数

（包括分类和回归），这为今后回归树（CART）
在预测和分类方面的发展和改进都提供了很大的

帮助（Mustapha and Saeed，2016；Agapitos et al，
2017；Chen et al，2017）。Murari et al（2018）
针对故障检测，利用一种基于支持向量机的预测

方法，首次将机器学习技术应用到 JET 数据上，

表现出额外的灵活性，提高了结果的可解释性。

2019 年，Ustuner and Sanli（2019）针对不同的农

作物预测分类问题，证明了 LightGBM 模型分类的

有效性和可靠性，对今后进行物体分类预测提供

了十分明确的指导作用。同年，基于机器学习的

Catboost 模型在时间序列预测和分类方面也实现了

很大的进展和突破（Diao et al，2019）。同样深度

学习也可以用到时间序列预测上来。Zhang 等人在

2018 年提出了一种基于长短期记忆（LSTM）的新

颖方法，并将 LSTM 方法应用于交通流量预测方

面，通过对多尺度的交通流量时间序列进行学习，

来预测丢失的交通数据。实验结果表明该方法在

交通流量预测中具有更高的准确性（Lu et al，
2018；Tian et al，2018；Zhang and Zou，2018）。

这些工作为基于时间序列的数据预测研究提供了

很好的参考价值。

以上介绍的各种方法，大多数是采用传统的

数学方法对序列进行预测分析，这对信息资料质

量要求较高，历史值取值不当会导致预测值出现

较大的偏差。同时预测值与近期相关，与计算期

之前的数据无关，这与客观情况不相符。另外，

大多数采用机器学习的方法均采用了单一的学习

模型，这些方法对长期的周期时间序列进行预测

时不能很好地解决非线性和非平稳性的问题，只

能粗略显示数据的大致走势，局部详细信息变化

表现较差。

由于目前器测记录长度的不足，古气候学家

通常会结合各种古气候载体来重建过去的降水

变化情况，以便于更好地预测未来的降水变化趋

势。其中，洞穴石笋是最常用的古气候载体之一，

其氧同位素（δ18O）在一些地区可以指示降水的

变化情况（Zhang et al，2008；Tan et al，2015，

2018b；Cheng et al，2019）。杜雅娟等（2013）
基于时域组合模型对万象洞和黄爷洞石笋 δ18O 时

间序列进行了模拟和未来 20 年的趋势预测。Tan 
et al（2015）同样通过时域组合模型，对汉中大

鱼洞石笋 δ18O 序列进行了模拟，并对汉江上游

1982 — 2042 年的降水进行了趋势预测，结果显示：

汉江上游地区未来降水量可能低于过去 500 年的

平均值，预测结果得到了 1982 — 2018 年气象水文

数据的验证。最近，Tan et al（2019）通过泰国南

部 Klang（可兰）洞石笋 δ18O 记录，高分辨率重

建了中印度 - 太平洋北部地区过去 2700 年连续的

降水记录。本文选取可兰洞其中一根现代石笋的

记录为研究对象，针对传统时间序列预测方法存

在的问题，选择 SSA-XGBoost 模型来进行预测研

究，探讨该方法在气候变化预测研究中的适用性。

1  研究数据选取及算法流程

本文研究数据来自 Tan et al（2019）采自泰

国南部可兰洞的石笋 δ18O 记录。该洞石笋 δ18O
值的减小指示区域降雨量的增加，反之则反。

1901 — 2011 年的观测结果显示该地的年均降雨量

为 2760 mm，其中夏半年降雨量（5 — 10 月）约

占全年降水量的 75%，冬半年降水量（11 月 — 次

年 4 月）仅占 25%。本文仅选取了其中一根生长

时段为公元 1733  —  2004 年的现代石笋数据进行预

测分析。选取该数据的原因是：该洞穴位于热带

辐 合 带（Intertropical Convergence Zone，ITCZ）
的核心区，其降水变化可以较好地代表热带地区

的降水变化。热带地区作为全球气候变化的关键

区域，其降水量变化不仅影响着世界上 40% 的人

口和全球生态系统的稳定性，而且对全球水文循

环和能量平衡也起着十分重要的作用（Tan et al，
2019），因此对热带地区未来的降水变化研究具

有重要意义。

算法流程如图 1 所示：首先将原始数据进行

去趋势预处理，然后一方面利用奇异谱分析方法

（SSA）对数据进行分解，得到周期信号和随机信

号，再利用机器学习模型（XGBoost）对随机项进

行预测，将预测结果、周期延拓信号和趋势曲线

进行叠加得到最终预测结果。另一方面，利用传

统的方法 ARIMA 和 SSA-ARIMA 与机器学习方法

XGBoost 和 LightGBM 对该数据进行预测，最后

将预测结果同 SSA-XGBoost 方法得到的结果进行

对比分析，比较不同模型的预测效果。
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2  SSA-XGBoost 预测模型原理

2.1 奇异谱分解（SSA）

奇异谱分解（Singular Spectrum Analysis，SSA）

是通过分解原序列中的时间主分量，得到不同层

次上的分量序列，然后将分解出来的低频视为序

列变化的长期趋势，最终得到数据序列的最佳谐

波个数，以此确定时间序列的周期信号。

本文将奇异谱分解分为四个步骤——嵌入、

奇异值分解、分组和确定最佳谐波个数（温冬琴

和王建东，2014），如下所示：

（1）嵌入。选择适当的窗口长度 m，将一

维时间序列 Y(T ) = ((y1),…, ( yT)) 转换为多维时间

序列：X1, …, Xn，(Xi = ( yi, …, yi + m−1), n=T−
m+1），得到轨迹矩阵，即：

（2）奇异值分解。通过对矩阵 SVD 分解，

得到 XXT 的 L 个特征值。具体步骤是：将 X 转置

得到 XT，然后利用 X × XT 得到方阵，再利用方阵

的性质求得矩阵的特征值，即利用 (XTX)νi =λiνi，

求得 ， 。σ即是奇异值，μ是奇异

向量。

（3）分组。假设有 N 个奇异值 σ1, σ2, …, σN，

定义第 i 个奇异值的方差贡献率为 ，

由大到小选择前 M 个奇异值，使其方差贡献率之

和大于一定阈值。

（4）确定最佳谐波个数。利用前 M 个奇异值

的方差贡献率之和大于一定阈值（0.85）来确定最

佳谐波个数 M（杜雅娟等，2013）。当 P(i)≥0.85
时， 认为此时的 i 即为最佳的谐波个数， 即

M = i，然后利用三角函数的性质将数据构造成周期

函数。

2.2 周期项和随机项的确定

设 {yt, t = 1, 2, …, N} 为时间序列，若将其看作

由周期项和随机项组成，可以用组合模式 yt  = pt + xt

描述，其中 pt 为周期项，xt 为随机项。pt 的表达式

如下：

式中：M 为谐波个数；ak = (2 / N)   yt cos(2πkt / N), 

k = 0, 1, …, M)；bk = (2 / N)   yt sin(2πkt / N), k = 0, 1, 
…, M。

2.3  XGBoost 模型

XGBoost 模型是在树集成模型基础上对分类

回归树（CART 树）进行组合，持续往模型中添加

决策树，将多个性能较差的弱学习器集成为一个

强学习器，同时支持并行化、正则化技术的一种

图 1 算法流程
Fig.1 Algorithm flow
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机器学习算法。

本文构建 XGBoost 模型主要分为三步，分别

是：模型的集成、损失函数的优化、模型的求解。

（1）模型的集成。以 CART 树的回归树作为基分

类器，给定训练数据，利用可加性策略，一次学

习一棵树的参数，从第一棵树开始，一直到最后

一棵树。通过不断地加入树来降低损失函数。

一般集成预测模型表达式为： ，其

中：K 为树的总个数，fk 表示第 k 颗树， 表示样
本 xi 的预测结果。

集成模型的损失函数为：

，其中： 为样本 xi 的训练误差，

Ω(  fk ) 表示第 k 颗树的正则项。

XGBoost 利用这种思想通过一种加法模型，将

上次预测（由 t−1 棵树组合而成的模型）产生的误

差作为参考进行下一棵树（第 t 棵树）的建立。以

此通过不断地加入树来降低损失函数，它将模型预

测值与实际值残差作为下一颗树的输入数据。设定

模型的初始化值，然后往模型中添加第一棵树、第

二棵树一直到添加第 t 棵树，如下所示：

其中：fk 表示第 k 棵树， 表示组合 t 棵树模型对

样本 xi 的预测结果。

（2）损失函数的优化。通过上述模型的集成

可以构建模型的损失函数：

，损失函数采用均方误差，将目标函数变为：

本文利用独立思想，对于目标函数中的正则

化部分，从每一棵回归树考虑，其模型可表示为：

ft(x) = wq(x), w∈RT, q∶Rd→{1, 2…T}， 其 中：w 为

叶子节点的得分值，q(x) 表示样本 x 对应的叶子节

点，T 为该树的叶子节点个数。

因此，该树的复杂度可表示为：Ω(  ft ) = γT +

。其中：γ为叶子个数， 表示 w 的 L2

模平方。最终，XGBoost 的目标函数可写为：

Obj(θ) =  。

（3）模型的求解。根据泰勒展开式将 ft (xi) 看
作 Δx 对最终的目标函数进行如下变形：

令 ；对于

第 t 棵树， 为常数；同时去除所有常数

项。最终目标损失函数可以写成：

将 看作是每个样本在第 t

棵树的叶子节点的分值相关函数的结果之和，上

式也可表示为： 

式 中：T 为 第 t 棵 树 中 总 叶 子 节 点 的 个 数；

Ij = {i|q(xi) = j} 表示在第 j 个叶子节点上的样本；wj

为第 j 个叶子节点的得分值。

若令 ， ，则：

。

此时，对 wj 求偏导，并使其导函数等于 0，

则有：Gj + (Hj + λ)wj = 0，求解得： ，其

目标函数可表示为： 。

另外，需要注意的是，XGBoost 模型中设有

多个内置参数，具有特定的含义（表 1）。当参数

没有进行赋值时表示该参数使用的是默认值，当

参数给予特定的数值表示在该值下模型的效果最

佳，即模型的 scoring 参数得分最高。

3  SSA-XGBoost 模型预测分析

3.1  原始数据预处理

数据去趋势的方法有很多，一般由数据对应的

特点来决定。本文采用最小二乘法对 1733 —2004
年的原始数据进行处理，以消除数据中线性状态的

基线偏移和高阶多项式的趋势项。具体步骤如下：
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首先利用最小二乘法原理列出趋势多项式的

求解方程，然后利用矩阵法求出趋势项系数，

得出趋势项拟合曲线，最后用原始信号减去趋

势项即可得出有用信号。通过该方法最终得到

的原始数据的去趋势图见图 2。趋势曲线公式为

y = 0.0031x − 5.5，其中：y 为 δ18O，x 为年份。

表 1 XGBoost 模型参数及其含义
Tab.1 The parameters of XGBoost model and meanings

模型参数

Model parameters
含义 Meaning

learning_rate
学习率，用于更新叶子节点权重时，乘以该系数，避免步长过大。

Learning rate shrinks the contribution of each tree by learning_rate. There is a trade-off between learning_rate and n_
estimators.

max_depth
树的最大深度，取值范围为：[1，∞]，树的深度越大，则对数据的拟合程度越高。

Maximum depth of a tree. Increasing this value will make the model more complex and more likely to overfit.

min_child_weight
叶子节点中最小的样本权重和。

Minimum sum of instance weight (hessian) needed in a child.

n_estimators
最佳迭代次数。

Optimal number of iterations.

subsample
用于训练模型的子样本占整个样本集合的比例。

Subsample ratio of the training instances.

colsample_bytree
列采样，对每棵树的生成用的特征进行列采样。一般设置为：0.5—1。
Colsample_bytree is the subsample ratio of columns when constructing each tree. Subsampling occurs once for every 
tree constructed.

gamma
后剪枝时，用于控制是否后剪枝的参数。

Minimum loss reduction required to make a further partition on a leaf node of the tree. The larger gamma is, the 
more conservative the algorithm will be.

reg_alpha
控制模型复杂度的权重值的 L1 正则项参数，参数越大，模型越不容易过拟合。

L1 regularization term on weights. Increasing this value will make model more conservative.

reg_lambda
控制模型复杂度的权重值的 L2 正则项参数，参数越大，模型越不容易过拟合。

L2 regularization term on weights. Increasing this value will make model more conservative.

scoring
准确度评价标准，默认 None，这时需要使用 score 函数，根据所选模型不同，评价准则不同。

Model evaluation score and the default value is None. Different models have different evaluation indicators.

图 2 原始数据 - 去趋势数据对比图
Fig.2 The comparison of row data and detrend data

3.2  对数据进行奇异谱分解

此处将 1733 — 2004 年的去趋势数据分为两部

分，利用 1733 — 1964 年的数据预测 1965 — 2004
年的数据并将其与 1965 — 2004 年的真实数据进行

对比。进行窗口长度选取时一般不超出 N/2，对前

部分数据进行奇异谱分析时分别选取的窗口长度

为 1 — 116（N/2），当窗口长度为 80 时，预测精

度最高，此处选取窗口长度为 80，可以得到方差

贡献率（图 3）。图中黑色曲线为方差贡献率，橙

色曲线为方差贡献率的一阶导数，当 i≥28 时，
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表 2 周期函数各参数含义
Tab.2 Meaning of parameters of periodic function

参数

Parameters
含义 Meaning

Pt
t 年周期函数对应的函数值，即 t 年对应的石笋 δ18O 值。

The value of periodic function in t years.

a0
周期函数初始值，此处为 −11.0543。
Initial value of periodic function, the value is −11.0543.

ak / bk
不同谐波个数对应的正余弦函数的系数。

The coefficients of the sine and cosine functions corresponding to different numbers of harmonics.

yt
t 年时的石笋 δ18O 数值。

The value of δ18O in t years.

M
周期函数的谐波个数，其值等于方差贡献率大于 0.85 时刻的 i 值。

The number of periodic function harmonics, whose value is equal to the value of i when the variance contribution 
rate is greater than 0.85.

N
降水量序列的长度，此处为 232。
Length of precipitation series, the value is 232.

P(i)≥85%，满足本文的数据处理要求，即当显著

谐波个数 M 为 28 时，对应的三角函数信号能表征

序列的最主要趋势。

然后，可构造周期函数，表达式详见 2.2 节

pt。为了显示最佳谐波个数的优点，分别设置

M = 20 和 M = 40 进行对比分析。图 4 展示了不同

谐波个数对应的周期函数。从中可以看出：当谐

波个数 M = 20 时对应的蓝色曲线不能较好地拟合

去趋势数据的局部特征，基本相当于平滑穿过；

当 M = 28 时，对应的红色虚线与去趋势数据基本

完美拟合；当 M = 40 时拟合效果同样很好。M = 28
对应的红色虚线和 M = 40 时的周期函数变化基本

一致，但是由于红色曲线谐波个数相对较低，计

算比较简单所以证明了 M = 28 的合理性。

表 2 详细介绍了周期函数 Pt 中每一个参数的

具体含义。根据周期函数的性质，利用周期不变

性对周期函数进行延伸得到 1965 — 2004 年周期函

数延拓图（图 5）。然后由 δ18O 记录减去周期项

（xt = yt − pt），可得到图 6 所示的随机项。

图 4 周期函数对比图
Fig.4 Comparison of periodic functions

图 3 方差贡献率图
Fig.3 Graph of variance contribution rate
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利用机器学习方法（XGBoost 模型）对随

机项进行预测。表 3 为该模型各参数的取值，

图 7 为预测结果，其中黑色曲线为 1733 — 1964
年 δ18O 记录随机项对应的数值，橙色曲线即为

使用 XGBoost 模型预测的 1965 — 2004 年的 δ18O
值（XGBoost 内置核函数为开源代码，给出的

内置参数取值为调参后的最优值，未给出的为默

认值）。

4  预测效果评价

将前述通过 SSA-XGBoost 模型得到的 1965—
2004 年周期函数延拓值、随机项预测值和趋势曲

线相叠加得到 1965 — 2004 年的 δ18O 预测值。为

了验证 SSA-XGBoost 模型的预测效果，本文还分

别用传统方法 ARIMA、SSA-ARIMA 和机器学习

方法 XGBoost 和 LightGBM 对数据进行了预测。

将不同预测模型得到的预测结果与原始数据进行

对比，得到图 8。图中黑色曲线为 1965 — 2004 年

原始数据，红色曲线为 SSA-XGBoost 模型的预

测结果，ARIMA、XGBoost 和 LightGBM 模型的

预测结果分别对应黄色、绿色和蓝色曲线，SSA-
ARIMA 模型对应蓝色虚线。由于 ARIMA 模型

对时序的平稳要求太高，当时间序列平稳性能较

差会出现图中预测效果整体趋于均值的现象。

SSA-ARIMA 模型虽然采用了周期项，但是由于

ARIMA 预测效果比 XGBoost 预测效果差，导致最

终的预测结果仍然不理想。由于数据量本身有限，

单独使用 XGBoost 和 LightGBM 模型得到的曲线

图 5 周期函数延拓图
Fig.5 Periodic function and its extension graph

表 3 XGBoost 模型参数取值
Tab.3 The parameters value of XGBoost model 

模型参数 Model parameters 取值 Value
learning_rate 0.2
max_depth 3

min_child_weight 1
n_estimators 1500
subsample 0.8

colsample_bytree 0.8
gamma 0.1

reg_alpha 0.05
reg_lambda 3

图 6 1733—1964 年氧同位素随机项
Fig.6  Random term of δ18O during 1733 — 1967
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另外，本文还采用平均绝对值误差（MAE）、

均方根误差（RMSE）和相关系数（R2）分析评价

了不同模型预测结果的精度（表 4），各指标的

公式、含义及评价标准见表 5。从表 4 可以发现：

SSA-XGBoost 模 型 的 MAE 最 小（0.1334）。 就

RMSE而言，SSA-XGBoost、XGBoost、ARIMA、

SSA-ARIMA和 LightGBM 分别为0.1687、0.2520、
0.2632、0.2224 和  0.3641，SSA-XGBoost 模型的

RMSE 依旧是最小的。另外，SSA-XGBoost 模型

的 R2 最接近 1，而其他几种模型的 R2 均为负数

或者比较小。鉴于 MAE 和 RMSE 越小，R2 越接

近 1，预测效果最好，表 4 的对比数据说明 SSA-
XGBoost 的预测效果最好，其他四种模型的预测效

果较差。

综上，无论是直观的曲线对比（图 8），还是

数学统计方法（表 4），均证明 SSA-XGBoost 模

型可以较高精度、稳定地预测 1965 — 2004 年的石

笋 δ18O 变化趋势，即中印度 - 太平洋地区的降水

变化趋势。进一步尝试用 SSA-XGBoost 模型对中

印度 - 太平洋地区 2005 — 2030 年的降水量变化趋

势进行了预测（图 9）。结果显示：2005 年以后

该区降雨整体回升，在 2010 年代降雨整体较多，

这和器测记录一致。2020 年代的前半段降水将有

所减少，后期回升。

图 7 随机项预测结果
Fig.7 Results of random item prediction

图 8  不同模型预测结果对比图
Fig.8  Comparison of predictive results by different models

整体比较平滑，不能完整地表示 δ18O 的局部特征。

只有红色曲线 SSA-XGBoost 模型预测结果能够实

现较高精度地稳定预测 1965 — 2004 年的石笋氧同

位素变化趋势。

表 4 各模型评价指数
Tab.4 Evaluation results of each model

模型

Model
指标 Norm

MAE RMSE R2

SSA-XGBoost 0.1334 0.1687 0.5048
XGBoost 0.2007 0.2520 −0.0360
ARIMA 0.2029 0.2632 −0.2063

SSA-ARIMA 0.1768 0.2224 0.1393
LightGBM 0.3081 0.3641 −1.3079
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图 9 2005 — 2030 年降水变化趋势预测结果
Fig.9 Prediction results of precipitation trends in 2005 — 2030

5  结论

由于传统的预测模型和单纯的机器学习模型

对长期时间序列的预测存在较大的局限性，针对此

问题，本文采用数学模型（SSA）和机器学习模型

结合的思想进行预测研究，并以泰国南部石笋 δ18O
重建的降水变化记录为研究对象（用 1733 — 1964
年的数据预测 1965 — 2004 年的数据），提出了

SSA-XGBoost 预测模型。为了评估该模型的预

测效果和精度，将其预测结果与 ARIMA、SSA-
ARIMA、XGBoost 和 LightGBM 模型的预测结果

进行对比，发现 SSA-XGBoost 模型的预测结果更

接近真实值，且该模型预测结果的 MAE 均值、

RMSE 和 R2 波动均优于其他四个模型，表明 SSA-
XGBoost 模型可以更好地预测泰国南部地区未来

的降水趋势变化。这一方法对其他地区的长时间

尺度气候预估也具有一定的指导意义。
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